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¢CUAL ES EL SECRETO PARA PREPARAR SUS DATOS PARA EL EXITO CON LA IA?

Sean Hunter, Eclipse Mining Technologies, Tucson, Arizona (EE.UU.)

Introduccion

La inteligencia artificial (IA) tiene una larga historia, pero
recientemente ha cobrado un mayor protagonismo gracias a los
nuevos avances tecnoldgicos. Esto ha llevado a que muchos se
pregunten: ¢qué es exactamente la IA?, icdmo puede utilizarse
eficazmente en las operaciones mineras?, y écual es la base
necesaria para que su implementacion resulte exitosa?

En la mineria existen numerosas aplicaciones de IA, desde la
optimizacion de los patrones de perforaciéon hasta el
mantenimiento predictivo. Sin embargo, muchas de sus
implementaciones enfrentan dificultades debido a los desafios
en la integracién de datos. Las operaciones mineras generan
enormes volumenes de datos provenientes de diversas fuentes,
incluyendo los sistemas de gestiéon de flotas, sensores de
perforacion, sistemas de control de procesos, y resultados de
laboratorio. Lamentablemente, estos datos suelen estar aislados
en silos, lo que dificulta su acceso y aprovechamiento por parte
de las aplicaciones de IA. Lo que es peor: muchas herramientas
de IA no retroalimentan los datos al sistema, creando silos de
informacién adicionales. Todos estos problemas dificultan la
utilizacién efectiva de los datos en la mineria, enlenteciendo y
reduciendo asi la verdadera eficacia de la IA.

Este articulo propone un enfoque integral para organizar los
datos utilizando un sistema de graficos de
conocimientos que los apronta para potenciar el uso de la IA. En
primer lugar, exploraremos la evolucion de la IA en la mineria,
desde los primeros sistemas expertos hasta las aplicaciones
modernas de aprendizaje automatico. A continuacion,
detallaremos cdmo un grafico de conocimientos puede integrar
el contexto empresarial, los datos operacionales y los modelos de
IA en un sistema cohesivo que permita una implementacidon mas
efectiva de la IA en las operaciones mineras.

mineros,

El método propuesto ha sido desarrollado considerando tanto los
desafios especificos que enfrenta la industria minera, como las
mejores practicas en el contexto de la IA en general. Gracias a
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este enfoque es posible lograr un mejor aprovechamiento de los
datos existentes, obteniendo resultados de mayor calidad y mas
completos de manera mas rapida, y en una forma que resulten
reutilizables y escalables.

Historia de la IA en la Mineria

En la mineria, la inteligencia artificial suele percibirse desde la
perspectiva limitada del aprendizaje automatico y la analitica
predictiva. Sin embargo, la IA abarca un espectro mucho mas
amplio y ha venido evolucionando desde hace muchas décadas.
El comprender el alcance total de la IA puede ayudar a superar
los desafios de datos para llegar a una implementacion exitosa.

Perspectivas Actuales sobre IA y Aprendizaje Automdtico

La mineria pone un énfasis especial en la IA vinculada al
Aprendizaje Automatico (Machine Learning - ML). Esta es la rama
de lalA que basa su aprendizaje en datos histéricos para construir
modelos capaces de realizar predicciones futuras. Esto incluye
una amplia gama de aplicaciones, desde el mantenimiento
predictivo hasta la estimacion de tasas de recuperacion.[1]

Algunos productos basados en ML utilizan modelos pre-
entrenados en base a sus propios conjuntos de datos. Por
ejemplo, un modelo de clasificacion pre-entrenado podria
estimar los limites de un depdsito mineral subterraneo a partir
de un grupo de fotos.

Estos modelos pueden basarse en técnicas simples, como la
regresion lineal, hasta enfoques mas complejos que emplean
redes neuronales y arboles de decisién potenciados por
gradientes (en inglés, GBDT). Histéricamente, se ha desarrollado
un amplio conjunto de herramientas en base a estos métodos,
que pueden abarcar una gran variedad de casos y tipos de datos.

Si bien el aprendizaje automatico es una rama importante de la
IA, existen otras ramas que son igualmente valiosas.
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Inicios de la IA Simbadlica

Desde una perspectiva histdrica, la IA se encontraba separada del
aprendizaje automatico, y se centraba mas en encontrar
respuestas exactas en lugar de realizar estimaciones y
predicciones. Esto incluye conceptos como las bases de datos
deductivas, los graficos de conocimientos y los sistemas expertos.

Todos estos sistemas se basan en la creacidn de nueva
informacién a partir de datos basicos, siguiendo un conjunto de
reglas estaticas y predefinidas. Por ejemplo, una base de datos
deductiva es una base de datos donde se aplican reglas para
derivar nuevos datos a partir de los datos existentes. En este
contexto, las tareas generalmente se concentran en comprender
las relaciones entre ciertos “elementos”, por ejemplo, entender
que el hermano de mi padre es mi tio. Este enfoque ha sido
efectivo en dominios bien estructurados, como la clasificacidén de
especies o el diagndstico de enfermedades.

Aunque este tipo de IA enfrenta dificultades en entornos con una
mayor incertidumbre, sigue siendo util en casos donde la
informacién es bien conocida, y algunos de estos sistemas se
contintan utilizando en la actualidad. Las estructuras de
Lenguaje de Ontologias Web (OWL, en inglés) se han utilizado
para organizar datos en la web. Las ontologias y los graficos de
conocimientos se generan como parte de un proceso de mapeo,
antes de proceder a tareas potencialmente mas costosas (como
la creacion de almacenes de datos)[2], ya que requieren una
comprension detallada del sector especifico antes de dedicar
mayor tiempo y recursos. Hasta ahora no se les ha dado un uso
muy directo en la mineria, a pesar de que pueden resultar
valiosos para ayudar a estructurar y comprender la complejidad
de los datos mineros y sus relaciones.

Optimizacion Determinista

La Investigacion Operativa (OR, en inglés) es una disciplina que se
basa en métodos analiticos para mejorar la toma de decisiones.
Los limites entre esta disciplina y la IA no son muy claros, ya que
en general los métodos que se aplican a la toma de decisiones
inteligentes pueden considerarse formas de “inteligencia
artificial.” En la mineria, los métodos de optimizacion basados en
OR son ampliamente utilizados — aunque no siempre se los
reconoce como |A —y permiten encontrar soluciones éptimas al
identificar los mejores resultados matematicos.

Un claro ejemplo se puede aplicar al area de programacion de
actividades. Desde el desarrollo del algoritmo Simplex por
Dantzig en la década de 1940, estos problemas pueden
resolverse mediante soluciones exactas utilizando herramientas
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como la programacién lineal entera mixta. Al contar con un
objetivo bien definido y restricciones claras, es posible encontrar
soluciones éptimas. La investigacion en esta drea ha continuado
hasta la actualidad, permitiendo abordar casos complejos y de
gran escala, como la programacion optimizada directa de
bloques.

Otra area vinculada es la del algoritmo Pseudoflow[3], un
algoritmo desarrollado para optimizar flujos de red, y que es
equivalente a otras tareas de optimizacién. A modo de ejemplo,
este algoritmo se utiliza a menudo para la optimizacién de tajos,
pero también puede resultar Gtil para una amplia gama de tareas
que requieran seleccionar un conjunto 6ptimo bajo restricciones
especificas. En este sentido, se lo puede considerar como un
método de programacion entera binaria. A modo de ejemplo,
puede aplicarse a la optimizacién de operaciones subterraneas,
donde cada segmento de construccidon tiene un costo, pero
habilita la posibilidad de construir otras estructuras adicionales.
Al utilizar Pseudoflow es posible identificar el conjunto 6ptimo de
estructuras a construir para maximizar la rentabilidad.

Al igual que la IA simbdlica, estos métodos son altamente
efectivos cuando existe un objetivo claramente definido y no hay
incertidumbre. Sin embargo, es fundamental entender que la
“optimizacion” siempre depende de qué tan bien puedan
modelar la realidad. Aplicar un método éptimo para estimaciones
que pueden verse impactadas por efectos desconocidos en la
operacion puede traducirse en que el resultado no sea
necesariamente el método 6ptimo a ejecutar en la practica.

Aprendizaje Profundo

El aprendizaje automatico ha experimentado grandes avances en
los ultimos afios, especialmente en el campo del aprendizaje
profundo (Deep Learning). El aprendizaje profundo se basa en
redes neuronales con multiples capas, lo que les permite
aprender relaciones y patrones complejos a partir de los datos.
Los avances como las redes neuronales convolucionales han
optimizado el procesamiento de imagenes, ampliando el alcance
de las redes neuronales mas alld del manejo exclusivo de datos
numéricos.

Las diferentes combinaciones de capas en una red neuronal se
denominan arquitecturas. Un ejemplo es la arquitectura
Transformer(4], utilizada en ChatGPT, que ha permitido a la IA
comprender y responder en lenguaje natural de manera efectiva.
Existen otras arquitecturas con aplicaciones diversas, como los
autocodificadores (autoencoders), que pueden, entre otras
cosas, identificar similitudes entre conceptos abstractos al
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aprender los patrones mas relevantes dentro de los conjuntos de
datos.

Actualmente, el aprendizaje profundo no solo trabaja con datos
numeéricos, sino también con audio, imagenes y video. Las redes
neuronales pueden realizar de manera eficiente tareas como
traduccién, transcripcién, reconocimiento de imagenes, y
muchas mas. En el sector minero, esto tiene aplicaciones clave,
como la estimacién de la fragmentacion a partir de imagenes de
frentes de voladura o el andlisis de materiales en cintas
transportadoras mediante el simple procesamiento de imagenes.

Aprendizaje por Refuerzo y Optimizacion Estocdstica

La optimizacidn estocdstica es un enfoque de optimizacién que
funciona incluso en circunstancias que presentan incertidumbre,
factores desconocidos y/o aleatoriedad. Esto la convierte en una
herramienta extremadamente Util en la mineria, ya que permite
manejar las complejidades del mundo real que surgen en las
operaciones.

El aprendizaje por refuerzo (Reinforcement Learning, RL) es una
herramienta clave dentro de la optimizacién estocastica. Se basa
en un agente que aprende realizando acciones y ajustando su
comportamiento a partir de los resultados obtenidos, de manera
similar a como una persona aprende por experiencia. Con el
tiempo, el agente puede perfeccionar su capacidad para resolver
problemas complejos, alcanzando incluso un rendimiento
superior al humano.[5]

Este enfoque se aplica a problemas de decisidn secuencial, donde
cada eleccion influye sobre los resultados futuros. Un ejemplo
famoso es la inteligencia artificial AlphaGo [6], que juega al Go a
un nivel sobrehumano. “Go” es un juego de mesa
extremadamente complejo, que cuenta con un numero de
configuraciones posibles mayor al nimero de dtomos que existen
en el universo observable. El aprendizaje por refuerzo permitié
que AlphaGo derrotara a los mejores jugadores del mundo,
cuando antes era muy dificil desarrollar una IA que jugara bien
este juego. En la mineria, esta misma estrategia puede aplicarse
a problemas como la asignacién de camiones, donde cada
asignacion modifica el estado de la operacidn minera y afecta el
rendimiento de todo un turno.[7] Al igual que en Go, la cantidad
de configuraciones posibles y las interacciones sutiles en este tipo
de decisiones es enorme, pero ahora la IA es capaz de abordar
estos desafios de manera efectiva.

Estas aplicaciones son relativamente nuevas. Recientemente, las
técnicas de aprendizaje por refuerzo se han combinado con
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métodos de aprendizaje profundo para ayudar a los agentes a
comprender datos complejos y extraer informacién atil a partir
de imagenes u otras fuentes mas sofisticadas en lugar de
conjuntos de datos simples. Estos avances muestran un gran
potencial para resolver problemas complejos en las operaciones
mineras, donde la incertidumbre y los factores desconocidos
juegan un papel considerable.

IA Generativa

Algunas arquitecturas de inteligencia artificial basadas en el
aprendizaje profundo pueden generar imagenes, texto y otros
tipos de contenido gracias a los avances en este campo.
Actualmente, esta es un drea de la IA en rapido desarrollo y
donde se siguen realizando investigaciones.

La generacion de texto, en particular, es una de sus aplicaciones
mas poderosas, ya que permite realizar una sorprendente
variedad de tareas. Los grandes modelos pre-entrenados, como
ChatGPT, que se especializan en la generacion de texto, se
conocen como modelos de lenguaje de gran escala (Large
Language Models, LLMs). Estos modelos procesan consultas, que
generalmente se manifiestan como texto y se denominan
“prompts”, para generar respuestas relevantes. A pesar de la gran
capacidad de estos modelos, los prompts deben disefiarse de
manera inteligente. Deben ser claros y contener suficiente
informacién para que el modelo pueda generar una respuesta
significativa.

Para mejorar la calidad de las respuestas, se emplea una técnica
llamada aprendizaje en contexto (in-context learning), que
consiste en inyectar datos especificos en el prompt. Gracias a esta
técnica se han desarrollado herramientas que permiten
conversar sobre el contenido de archivos PDF, libros y otros
documentos. Esto ha dado lugar a interfaces de chat capaces de
buscar rdpidamente en grandes volumenes de informacion,
proporcionando referencias a las fuentes de los datos inyectados
para garantizar que la IA no genere respuestas erréneas o sin
fundamento (alucinaciones).[8]

Los LLMs también se han expandido con la capacidad de utilizar
herramientas. Como el cdédigo es simplemente texto, estos
modelos pueden generarlo con alta precision y ejecutarlo de
manera efectiva. Mas alld de los lenguajes de programacion,
existen formatos de transmision de datos, como archivos CSV y
JSON, que utilizan texto para representar informacidn
estructurada. Al aprovechar estas capacidades, los LLMs pueden
interactuar con programas o incluso con el mundo real,
ampliando enormemente sus capacidades. Un caso de uso
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relevante es permitir que un LLM consulte una base de datos,[9]
lo que le permite contestar preguntas con informacion precisa,
incluso en entornos complejos como una operacion minera.

El contar con una herramienta capaz de realizar busquedas
inteligentes en grandes volimenes de datos no estructurados,
brindar respuestas relevantes y mds, puede traducirse en una
enorme mejora en el rendimiento. La mineria genera una
gigantesca cantidad de documentos, procesos y datos complejos,
y los LLMs pueden ayudar a los usuarios a organizar y extraer
informacidn valiosa de manera eficiente.

Razonamiento

En la IA simbdlica clasica, el razonamiento se define como el
proceso de utilizar reglas predefinidas para inferir nuevos datos
implicitos. Esto es similar a como los seres humanos deducen
nuevos hechos a partir de informacion conocida.

El razonamiento en el contexto de los LLMs es mas general e
implica la capacidad de analizar problemas complejos de
multiples pasos. Aunque los LLMs pueden razonar de manera
natural — hasta cierto grado — gracias a la enorme cantidad de
problemas que han procesado durante su entrenamiento, siguen
teniendo dificultades con problemas mas complejos. Un ejemplo
de esto es la resolucién de un rompecabezas de Sudoku.
Resolverlo seria extremadamente dificil para un LLM que no haya
visto ese Sudoku especifico antes, a pesar de que las reglas del
juego son claras.

Recientemente se han realizado esfuerzos para combinar los
LLMs con el Aprendizaje por Refuerzo, precisamente para
resolver este tipo de problemas. OpenAl ha lanzado una primera
version de esta tecnologia con su modelo ol-preview [10]. A
medida que esta tecnologia avance, las IA disefiadas para el
razonamiento seran capaces de resolver automdaticamente casos
de optimizacién mas complejos. Al combinar el razonamiento con
el aprendizaje en contexto y proporcionar los datos adecuados,
los LLMs con capacidades de razonamiento podran analizar y
resolver problemas mineros altamente complejos, donde
interactian multiples variables y factores.

Resumen

La 1A ha desarrollado varios enfoques distintos pero
complementarios. Desde la resolucién de problemas explicitos y
bien definidos hasta el manejo de problemas complejos e
inciertos que requieren razonamiento, las diferentes técnicas de
IA y las combinaciones de estas pueden resultar en extremo
utiles.
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El denominador comun en todas estas técnicas es la necesidad
de contar con datos de calidad y una comprensién cabal de los
mismos. Desde los datos utilizados para entrenar modelos de
aprendizaje automatico, hasta aquellos empleados en el
aprendizaje en contexto o los que permiten definir reglas y
relaciones en sistemas expertos, la preparacion de los datos
resulta fundamental para el funcionamiento efectivo de la IA.

A medida que la IA continda evolucionando, la correcta
organizacion y comprension de los datos subyacentes seguira
siendo un elemento clave.

Grafico de Conocimientos para Facilitar la IA

La seccion anterior destacd diversos enfoques de IA, y su relacion
con la mineria. Sin embargo, para aprovechar eficazmente estas
tecnologias de IA es fundamental organizar los datos de manera
que sean accesibles. Una correcta organizacién de los datos
permitira el desarrollo agil de soluciones de IA, lo que puede
potenciar aun mas su impacto. Esta seccion propone una
arquitectura de grifico de conocimientos, disefiada para
garantizar, precisamente, que los datos sean accesibles y
organizados.

El grafico de conocimientos propuesto se estructura en base a
cuatro componentes que trabajan en conjunto de manera
sinérgica: las definiciones empresariales, un lago de datos, una
base de datos virtual integrada, y una capa de modelado. La
combinacién de estos componentes proporciona una solucion
solida y lista para la IA.

Contexto Empresarial

Por lo general, las bases de datos tradicionales no almacenan el
contexto empresarial relacionado con los datos que contienen.
Esto dificulta la capacidad de razonamiento, tanto en el sentido
cldsico como en el contexto de los LLMs. En el caso de Ila
inteligencia artificial generativa, contar con contexto permite
generar respuestas de mayor calidad. Documentar e integrar
correctamente los objetivos empresariales y los procesos de
negocio puede contribuir significativamente a proporcionar este
contexto.[11]

Los objetivos empresariales representan las metas estratégicas
de una empresa. “Ser rentable” es un claro ejemplo de un
objetivo empresarial, pero este, a su vez, puede contar con
multiples facetas y otros objetivos relacionados. Por ejemplo, una
empresa minera puede tener como objetivos mejorar la
seguridad, reducir el consumo energético, optimizar el uso de sus
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recursos, alcanzar las metas de produccion o minimizar los
mantenimientos no planificados.

Los procesos de negocio describen como se llevan a cabo las
actividades de la empresa. Se trata de la documentacion de los
procedimientos actuales en cada drea, incluyendo la perforacion,
acarreo, carga, etc. Para estandarizar estos procesos, existen
metodologias como el Modelado de Procesos de Negocio
(Business Process Model and Notation o BPMN), que
proporcionan un marco estructurado para su representacion.

Muchas empresas mineras ya han dedicado tiempo y esfuerzo a
documentar estos aspectos, desde los procedimientos operativos
hasta los objetivos estratégicos. Sin embargo, en muchos casos,
esta informacion no ha sido integrada en sus sistemas de
software, de IA o analiticos. Al incorporar este contexto en sus
sistemas es posible mejorar exponencialmente la capacidad de la
IA para comprender las implicaciones mas amplias de sus
decisiones, y generar respuestas mas precisas y relevantes.

Lagos de Datos

Las minas generan constantemente datos a partir de multiples
fuentes, en distintos formatos y con diferentes frecuencias. Esto
puede representar un desafio, ya que muchas bases de datos y
herramientas requieren la transformacién de los datos a un
formato especifico antes de ingresarlos. Este proceso puede
ocasionar pérdida de datos si los formatos originales y de destino
no comparten definiciones comunes. Por el contrario, un lago de
datos mantiene la informaciéon en su formato original, de manera
similar a un sistema de archivos que tiene la capacidad de
almacenar todo tipo de documentos. Esto evita la pérdida de
datos al integrarlos en el sistema, y permite generar multiples
visualizaciones enriquecidas de la informacidn, las cuales pueden
volver a generarse y actualizarse a lo largo del tiempo, lo que
facilita el desarrollo soluciones a partir de una estructura sdlida.

Los lagos de datos suelen alojarse en soluciones de
Almacenamiento de Objetos en la nube, como Amazon S3 o
Azure Blob Storage, disefiadas para gestionar grandes volimenes
de datos que no experimentan muchos cambios. Estos sistemas
pueden almacenar cantidades masivas de informacidn y cuentan
con velocidades de acceso extremadamente rapidas, por lo que
se han convertido en una solucidn de referencia para los sistemas
analiticos.[12] Dado que el almacenamiento de objetos funciona
de manera similar a un sistema de archivos, estas soluciones son
capaces de manejar desde archivos CSV hasta videos.
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Existen diversas técnicas comprobadas para cargar datos en un
lago de datos a través de conductos de ingestién de datos. Para
algunos tipos de datos, es conveniente realizar una importacion
Unica, como sucede con los resultados de exploracion, mientras
que en otros, como los datos provenientes de sensores, se
requieren actualizaciones continuas. Los conductos de datos
permiten gestionar estos distintos escenarios, asegurando que la
informacién de todas las fuentes llegue al lago de datos de
manera apropiada.

Contar con todos los datos accesibles en un lago de datos es un
primer paso importante para habilitar el aprendizaje automatico,
pero en este estado aln no estan completamente listos para su
uso. En este punto sigue existiendo una falta de organizacion, la
cual deberd abordarse en otras partes del sistema.

Integracion, Limpieza y Enriquecimiento de los Datos

Los datos en un lago de datos no tienen que seguir un orden
especifico ni una estructura predefinida. Diferentes fuentes
pueden referirse a un mismo elemento con distintos nombres, las
unidades de medida pueden variar, y pueden existir otras
discrepancias. Esto se observa, por ejemplo, en las mediciones de
leyes de los minerales, donde un sistema puede utilizar
porcentajes, mientras que otro usa partes por millén; o también
en la denominacién de los sitios mineros, que pueden seguir
convenciones distintas segun la fuente.

Corregir estos problemas es una tarea de integracion de los
datos. Tradicionalmente, esto se maneja mediante una serie de
conductos de datos que extraen informacion del lago de datos y
la cargan en una base de datos, transformandola y
estandarizdandola en un formato unificado. Sin embargo, este
enfoque tiene desventajas, ya que la base de datos debe
mantenerse como una nueva copia de los datos. Como
alternativa, resulta mucho mas atil contar con un sistema que
genere una visualizacién enriquecida del lago de datos.

En términos de bases de datos, una “Visualizacion” ofrece
multiples beneficios. Se la puede considerar como una ventana a
los datos, en lugar de una copia de los mismos. En este caso, se
sigue utilizando la informacion original, pero con un
almacenamiento en caché estratégico para mantener el
aprovechamiento en tiempo real. Las visualizaciones se
actualizan automaticamente cuando cambia la informacién
subyacente, lo que resulta particularmente util para los datos de
sensores o aquellos que varian con frecuencia en las operaciones.
Ademas, la visualizacidn puede enriquecer los datos con nuevos
calculos, como la adicidn de indicadores clave de desempefio
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(KPIs) por cada turno, o conversiones entre diferentes unidades
de medida.

Estas visualizaciones pueden generarse utilizando reglas basadas
en la IA simbdlica clasica. Se trata de declaraciones ldgicas que
definen relaciones entre los datos: si el lago de datos contiene un
Dato A, esto implica la existencia de un Dato B en la visualizacién
correspondiente. Estas reglas permiten estandarizar la
informacién y solucionar problemas como la variabilidad en los
nombres, donde un mismo concepto puede denominarse de
manera diferente en distintos sistemas debido a diferencias en el
idioma, estandares, limitaciones del software de origen o
variaciones terminoldgicas del sistema o de los usuarios. También
se pueden crear reglas que definan las relaciones entre distintas
visualizaciones, mejorando su utilidad, como en el calculo de KPIs
para un turno determinado a partir de los datos vinculados. Estas
reglas aplican el razonamiento clasico, descrito anteriormente,
produciendo datos integrados y limpios, listos para su uso en el
aprendizaje automatico.

Las visualizaciones funcionan de manera similar a la virtualizacién
de datos, que suele implementarse a través de la creacion de una
base de datos virtual que actia como una vista consolidada de
multiples bases de datos de origen. Al basar esta base de datos
virtual sobre un lago de datos determinado, pueden evitarse
problemas comunes de la virtualizacidn, como las dificultades en
la gestion de los permisos.

Definir el esquema de estas visualizaciones, es decir, determinar
qué datos deben almacenarse y dénde, asi como crear las reglas
aplicables, puede parecer una tarea abrumadora. Sin embargo,
es posible abordarla gracias al trabajo que ya realizamos
anteriormente. La |A generativa puede asistir en la definicion del
esquema de esta base de datos virtual, utilizando aprendizaje en
contexto basado en los datos empresariales, y herramientas para
generar sugerencias. De manera similar, la 1A generativa puede
ayudar a definir las reglas ldgicas que determinan como los datos
del lago de datos se representan dentro de esta base de datos
virtual.

Esta base de datos virtual, definida a partir de reglas deductivas,
difiere en algunos aspectos de una base de datos tradicional. En
lugar de centrarse en un esquema fisico de almacenamiento, su
estructura presenta una definicién integrada del contenido del
lago de datos. La combinacién de las reglas, el esquema de la
base de datos virtual y el contexto empresarial genera una
ontologia, y no simplemente una base de datos. Una ontologia es
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una representacion formal de un dominio y sus interrelaciones,
que surge de manera natural a partir de esta definicion.

Modelado

Un modelo matematico utiliza calculos y légica para sustituir
objetos o conceptos del mundo real. Por ejemplo, se puede
utilizar el modelo de una red vial para calcular y comprender la
duracién de los ciclos de los camiones de acarreo, sin necesidad
de ir y utilizar fisicamente los caminos originales para realizar los
calculos.

En términos practicos, y a los efectos del grafico de
conocimientos, el modelo opera como una funcién que toma
ciertos datos ingresados para calcular un conjunto de resultados.
Este modelo puede ser un modelo de aprendizaje automatico
entrenado, como en el caso del calculo de la recuperacion de
procesos mineros para diferentes tipos de materiales y procesos,
o puede tratarse de otros tipos de modelos, como los modelos de
aprendizaje por refuerzo que generan recomendaciones para las
asignaciones de camiones, o calculos estadisticos simples en base
a los parametros ingresados, como promedios y variabilidad en
la producciodn.

Los modelos de aprendizaje automatico pueden entrenarse
utilizando datos de la base de datos virtual, ya que estos datos ya
han sido integrados, limpiados y enriquecidos. Cuando estos
modelos se almacenan dentro del mismo sistema, las reglas
definidas en la base de datos virtual pueden incorporar modelos,
por ejemplo, agregando valores de produccion previstos a cada
turno o extrayendo caracteristicas a partir de imagenes, lo que
permite enriquecer aln mas la base de datos virtual.

Los modelos también pueden construirse sobre otros modelos,
lo que permite abordar problemas complejos en forma
incremental. Por ejemplo, la duracién del ciclo de acarreo podria
calcularse combinando modelos que manejen el tiempo de carga,
el tiempo de espera y el tiempo de desplazamiento, cada uno de
los cuales podria ser, en si mismo, un modelo sofisticado. Una vez
definidos, estos modelos pueden reutilizarse facilmente, incluso
a través de distintos departamentos, encapsulando calculos
complejos en componentes modulares.

La creacién de modelos puede ser asistida por la IA generativa,
del mismo modo en que se la utiliza para ayudar a generar la
ontologia de la base de datos virtual. Los expertos en el dominio
correspondiente pueden guiar la creacién de los modelos,
mientras que la IA puede ayudar a completar las lagunas de
informacién. Una vez creados, el conocimiento especializado
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contenido dentro de esos modelos permanecera disponible para
toda la empresa.

Integrando Todos los Componentes

Tomados en su conjunto, los elementos aqui analizados
conforman un poderoso grafico de conocimientos capaz de
aprovechar los distintos tipos de inteligencia artificial
mencionados previamente.

La IA simbdlica se utiliza para definir la ontologia de la base de
datos virtual, generando datos integrados y enriquecidos a partir
de la informacion cadtica del lago de datos. Las relaciones
definidas mediante estas reglas permiten estructurar y
estandarizar el complejo conjunto de datos mineros, facilitando
SU USO en otros procesos.

El aprendizaje automdtico utiliza esta base de datos virtual
enriquecida, con la certeza de que los datos han sido limpiados e
integrados. Esto proporciona una base sdlida para entrenar
modelos de aprendizaje automdtico y realizar andlisis
estadisticos.

La optimizacién determinista puede aplicarse entonces a los
datos integrados, permitiendo probar multiples escenarios. Los
modelos permiten almacenar y referenciar estos escenarios
hipotéticos de manera estructurada, algo que generaria grandes
dificultades para una base de datos tradicional.

El aprendizaje profundo también se beneficia de la capacidad del
lago de datos para almacenar cualquier tipo de archivo. Esto
facilita la gestion eficiente de datos como imagenes, videos,
audios y otros tipos de datos complejos generados en la mina.

El aprendizaje por refuerzo puede implementarse de diversas
maneras, desde la ejecucidn de simulaciones con datos historicos
hasta el aprendizaje en tiempo real a medida que los nuevos
datos ingresan al lago de datos a través de los conductos de
datos. El aprendizaje por refuerzo puede recomendar acciones
optimizadas y esto, a su vez, brindara la oportunidad de
incorporar los datos generados por esas acciones para seguir
mejorando el sistema.

eclipse

DATA becomes Information.
Information becomes KNOWLEDGE.

La IA generativa ayuda a combinar todos estos componentes.
Gracias a la guia que le brinda el contexto empresarial, esta IA
puede ayudar a enriquecer el grafico de conocimientos utilizando
sus propios metadatos. Ademas, la IA generativa permite la
interaccion con el sistema mediante lenguaje natural,
convirtiendo a las descripciones escritas y a los metadatos en
instrucciones ejecutables. Las descripciones de las reglas,
modelos y otros elementos facilitan la creacion de un sistema
verdaderamente inteligente.

La esencia del futuro radica en la IA de razonamiento, que
permitird que el sistema se desarrolle por si mismo y lleve a cabo
sus propios analisis. Mientras que la IA generativa ya es capaz de
generar sugerencias Utiles, la IA de razonamiento permitira que
este concepto Ilegue mucho mas alla, planificando
implementaciones complejas y sugiriendo optimizaciones
sofisticadas a lo largo de las operaciones mineras. Esto es una
evolucién natural de la manera en la que ya funciona la IA
generativa dentro del sistema, lo que asegura la viabilidad de su
integracion a medida que la inteligencia artificial continte
evolucionando.

Conclusion

Este articulo ha planteado un enfoque integral para la
organizacion de los datos mineros a través de una arquitectura
de grafico de conocimientos. Esta arquitectura permite abordar
los problemas comunes de integracién de datos y proporciona
una base solida para la incorporacién de la inteligencia artificial,
tanto en sus formas mas tradicionales como en las mas recientes.
A medida que la IA continle evolucionando con capacidades de
razonamiento, este grafico de conocimientos ofrecera cada vez
mas beneficios.

Desde la flexibilidad del lago de datos hasta la estructura de la
ontologia, el grafico de conocimientos puede adaptarse a la gran
variedad de desafios que enfrenta la industria minera vy
permanecer preparado para las tecnologias del futuro.
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